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У роботі розроблено ефективні модель та алгоритм навчання бортової системи малогабаритного 
безпілотного літального апарату для детектування малорозмірних об'єктів, що функціонує за умов 
обмеженого обсягу обчислювальних ресурсів та навчальних даних. Пропонується 4-х етапна реалізація 
алгоритму навчання. Перший етап полягає у виборі типу глибокої згорткової мережі, наперед навченої 
на наборі даних ImageNet, та кількості її низькорівневих шарів, що запозичуються для екстракції ін-
формативних ознак. Другий етап включає навчання без вчителя високорівневих розріджено кодуючих 
згорткових шарів з використанням модифікованого алгоритму зростаючого нейронного газу, який за-
безпечує оптимальний розподіл нейронів на навчальних даних та автоматичне визначення необхідної 
кількості нейронів. Застосування модифікованого алгоритму зростаючого нейронного газу дозволяє 
ефективно використати нерозмічені навчальні дані і адаптувати верхні шари екстрактора ознак до 
доменної області застосування. На третьому етапі вихідна карта ознак формується шляхом 
об’єднання карт ознак з різних шарів глибокої згорткової нейронної мережі. При цьому здійснюється 
зменшення глибини вихідної карти ознак на основі аналізу головних компонент з наступною побудовою 
вирішальних правил. Цей підхід дозволяє використати всю наявну контекстну інформацію, що забез-
печує ефективне розпізнавання малорозмірних об’єктів на аерофотознімках. Для виконання класифі-
каційного аналізу результуючої карти ознак запропоновано використовувати інформаційно-
екстремальний класифікатор, що навчається за принципом бустінгу. Окрім того для прогнозування 
координат малорозмірних об’єктів на кадрі зображення пропонується використання регресійного ал-
горитму ортогональної інкрементальної машини екстремального навчання. Останній етап навчання 
детектора передбачає тонке налаштування високорівневих шарів глибокої нейронної мережі з викори-
станням метаевристичного алгоритму симуляції відпалу з метою наближення глобального оптимуму 
комплексного критерії ефективності навчання детектора. В результаті застосування запропоновано-
го підходу вдалося досягнути 96% точності виявлення об’єктів інтересу на тестових зображеннях  
відкритого набору даних, що свідчить про придатність моделі та методу навчання для практичного 
використання. При цьому розмір навчальної вибірки, яка використовувалась для побудови моделі скла-
дала 500 нерозмічених та 200 розмічених зразків. 
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Вступ 
 

Безпілотна авіація знайшла широке застосу-
вання у пошуково-рятувальних роботах, віддаленій 
інспекції, в задачах охорони територій, тощо. Одним 
з шляхів підвищення функціональної  ефективності 
безпілотної авіації є впровадження технологій шту-
чного інтелекту для аналізу даних  отриманих від 
бортових сенсорів. Бортові відеокамери є найбільш 
інформативним сенсором, а функція детектування 
об’єктів є найбільш затребуваною, що робить роз-
робку моделей, здатних з високою точністю розпі-
знавати об’єкти інтересу на зображені, перспектив-
ним напрямком. Проте обмеження на обсяг обчис-
лювальних та енерго ресурсів, а також габарити і 

вагу літального апарату унеможливлюють ство-
рення моделей аналізу візуальної інформації, що 
адаптовані до широкого спектру варіації спостере-
жень та модифікацій об’єктів інтересу. Це обумов-
лює необхідність розробки обчислювально ефектив-
ної моделі та методу навчання системи розпізнаван-
ня малорозмірних об’єктів інтересу з можливістю 
адаптації до нових умов функціонування, які харак-
терні в заданій області використання. 

У задачах аналізу зображень набули широкого 
використання численні моделі ієрархічного ознако-
вого подання на основі згорткових нейронних ме-
реж [1]. Найбільш популярними серед них є VGG-
16, VGG-19, ResNet-50, GoogleNet, MobileNet, 
SqueezeNet [2, 3]. Ці мережі відрізняються кількістю 
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шарів, наявністю залишкових зв’язків та різномасш-
табних фільтрів в кожному з шарів. При цьому в 
працях [2, 4] було показано, що навчені моделі на 
наборі даних ImageNet акумулюють в собі важливу 
інформацію щодо аналізу візуальних образів. Проте 
чим більша різниця між цільовою область викорис-
тання мережі від образів представлених в наборі 
даних ImageNet, тим менше шарів навчених мереж 
можна повторно використати. 

В роботах [4, 5] запропоновано використовува-
ти тонке настроювання детектора об’єктів на основі 
згорткової мережі VGG-16, шляхом використання 
алгоритму міні-пакетного зворотного поширення 
помилки. Однак, це потребувало значних обсягів 
навчальних даних та використання потужних графі-
чних процесорів, впродовж декількох днів. У пра-
ці [6] було запропоновано здійснювати сканування 
нормалізованої високорівневої карти ознак ковзним 
вікном, в кожній позиції якого здійснюється класи-
фікаційний аналіз. У праці [7] було запропоновано 
використовувати в рамках так званої інформаційно-
екстремальної технології (ІЕІ-технологія) класифі-
каційний аналіз високорівневого ознакового подан-
ня. Головна ідея такого підходу полягає у  адаптив-
ному двійковому кодуванні і побудові оптимальних 
в інформаційному сенсі радіально-базисних виріша-
льних правил в двійковому просторі Хеммінга. Цей 
підхід забезпечує високу обчислювальну ефектив-
ність, оскільки використовуються лише прості опе-
рації порівняння та логічна XOR. Проте, не було 
запропоновано вирішення проблеми адаптації висо-
корівневих шарів екстрактора ознак до доменної 
області використання та методу швидкої оптимізації 
порогів на ознаки розпізнавання. Індукція ознак на 
основі випадкового лісу та бустінгу є двома перспе-
ктивними підходами для прискорення оптимізації 
бінарного кодування ознак, але є малодосліджени-
ми [8]. 

У працях [3, 9] пропонується навчання згорт-
кових мереж без вчителя на основі автоенкодера або 
обмеженої машини Больцмана, які потребують ве-
ликий обсяг навчальних даних і тривалий час нав-
чання для отримання прийнятного результату. У 
працях [10, 11] пропонується поєднання принципів 
нейронного газу та розрідженого кодування для на-
вчання згорткових фільтрів за нерозміченими дани-
ми. Даний підхід має м’яку конкуруючу схему нав-
чання, що підвищує ймовірність збіжності алгорит-
му до оптимального розподілу нейронів на навчаль-
них даних. При цьому впровадження алгоритмів 
розрідженого кодування дозволяє підвищити завадо-
захищеність і узагальнюючу здатність ознакового 
подання. Однак вибір кількісті нейронів не формалі-
зований та задається на розсуд розробника, або на-

лаштовується шляхом оптимізації, що призводить 
до збільшення кількості ітерацій навчання. 

Необхідну кількість згорткових фільтрів у ви-
сокорівневих згорткових шарах наперед оці-нити 
важко, тому перспективним підходом до навчання 
згорткових фільтрів є використання принципів зрос-
таючого нейронного газу, який дозволяє автоматич-
но визначити необхідну кількість нейронів [11]. Од-
нак механізм додавання нових нейронів в алгоритмі 
нейронного газу на основі заданого періоду вставки 
часто призводить до викривлення утворених струк-
тур і не-стабільності процесу навчання. Проте у 
праці [12] було показано, що забезпечити стабіль-
ність навчання можна шляхом задавання «радіусу 
досяжності» нейронів. Це передбачає використання 
замість періоду вставки нейронів порогу максима-
льного віддалення нейрону від кожної з віднесених 
до нього точок навчальної множини. Однак досі не 
було розглянуто механізми оновлення нейронів та 
оцінки віддаленості точок вхідного простору до 
нейронів з метою адаптації процесу навчання до 
процедури розрідженого кодування спостережень 

Задачу детектування об’єктів на основі карти 
ознак згорткової мережі вирішують на основі  архі-
тектур згорткових нейронних мереж таких як: Yolo 
(You only look once), Faster R-CNN, DetectNet та SSD 
(Single Shot MultiBox Detector) [13, 14]. Важливою 
частиною таких архітектур є регресійна модель для 
прогнозування обмежувальної рамки об’єктів інте-
ресу, яка дозволяє точно локалізувати об’єкт на зо-
браженні. Однак, навчання таких моделей в умовах 
обмежених обчислювальних ресурсів та обсягу нав-
чальних даних методом стохастичного градієнтного 
спуску є неефективним. Одним з перспективних 
шляхів реалізації регресійної моделі обмежувальних 
рамок є використання екстремальної машини нав-
чання (Extreme Learning Machine, ELM), для якої 
характерна висока швидкість навчання [15]. Актуа-
льним питанням є дослідження застосування методу 
інкрементального навчання шляхом послідовного 
додавання прихованих вузлів для уникнення про-
блеми перенавчання, яка виникає при великій кіль-
кості вузлів прихованого шару. В цьому випадку 
питання тонкого настроювання параметрів екстрак-
тора ознак може бути вирішене шляхом застосуван-
ня метаевристичних алгоритмів оптимізації як аль-
тернативи алгоритму градієнтного спуску. Серед 
таких алгоритмів варто виділити алгоритм симуляції 
відпалу, який характеризується кращою конверген-
цією та меншою ймовірність затрягання в «погано-
му» локальному оптимумі [16]. Проте, його викори-
стання в задачах тонкої настройки згорткових філь-
трів все ще залишається не достатньо дослідженим. 

Тому, дослідження спрямоване на розробку 
моделі та ефективного алгоритму навчання системи 
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детектування об’єктів інтересу на зображенні за 
умов обмежених обчислювальних ресурсів та 
об’єму навчальних даних є актуальним. 

 

Постановка задачі 
 

Нехай train k k 1D { I , B | k 1,K }   та 

test k k 2D { I , B | k 1, K }   є набором навчальних та 
тестових даних, де kI  – k -те зображення з кольоро-
вою схемою RGB з роздільною здатністю 300x300, 

kB – набір правильно заданих обмежувальних ра-
мок, які відповідають об’єктам інтересу на k -му 
зображенні, 1K , 2K  – обсяги навчального та тесто-
вого наборів даних відповідно. Нехай алфавіт класів 

розпізнавання o
z{X | z 1, Z}  характеризує малороз-

мірні об’єкти. В даному випадку кількість правиль-
но заданих обмежувальних рамок об’єктів інтересу 
на клас розпізнавання становить не більше 200 реа-
лізацій.  

Дано структурований вектор просторово-
часових параметрів функціонування системи детек-
тування об’єктів інтересу, який у загальному випад-
ку має структуру 
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де 
1 11e ,..., e ,..., e   – генотипні параметри функціо-

нування, які впливають на параметри алгоритмів 
екстракції ознак розпізнавання;  

2 21f ,..., f ,..., f   – фенотипні параметри функціо-

нування, які впливають на геометрію контейнерів 
класів розпізнавання.  

При цьому відомі обмеження на параметри фун-
кціонування:  

 

1 1 1

2 2 2

1

1

R (e ,..., e ,..., e ) 0,

R (f ,..., f ,..., f ) 0.
  

  




                    (2) 

 
Необхідно в процесі машинного навчання ви-

значити оптимальні значення координат вектора (1), 
які забезпечують максимум усередненого за алфаві-
том класів розпізнавання комплексного критерію   

 

Cls LocJ J J ,                              (3) 
 

 *
G

g = arg max J(g) ,                       (4) 

 

де ClsJ  – інформаційний критерій функціональної 
ефективності класифікаційного аналізу; 

LocJ  – критерій точності локалізації обмежува-
льної рамки об’єкта інтересу. 

При функціонуванні системи розпізнавання 
безпосередньо в робочому режимі необхідно забез-
печити максимальну точність локалізації та класи-
фікації об’єктів інтересу на тестових зображення. 

 

Модель та алгоритм навчання  
системи детектування  

малорозмірних об’єктів 
 

Важливою умовою вирішення задачі розробки 
моделі аналізу даних для малогабаритних безпілот-
них літальних апаратів, що функціонують в умовах 
ресурсних та інформаційних обмежень є викорис-
тання всієї доступної апріорної інформації. Техніка 
передачі знань є одним з прикладів використання 
апріорної інформації, яка накопичена в попередньо 
навченій нейронній мережі [17, 18]. Такий підхід 
дозволяє запозичувати низькорівневі шари з попе-
редньо навченої глибокої мережі на великому об’ємі 
даних, а високо рівневі шари адаптувати до поточ-
ної доменної області використання. 

Однак, коли об’єкти інтересу мають малий ро-
змір, то зона інтересу є недостатньо інформативною, 
тому важливим є використання додаткової інформа-
ції щодо контексту в якому знаходиться об’єкт роз-
пізнавання. На рис. 1 зображено пропоновану архі-
тектуру моделі детектування малорозмірних 
об’єктів інтересу, на основі комбінації техніки пере-
дачі знань та інформації про контекст, яка отримана 
шляхом об’єднання карт ознак отриманих з різних 
шарів штучної нейронної мережі. 

 

 
 

Рис. 1. Загальна архітектура детектора 
малорозмірних об’єктів на зображенні 
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Використання шару масштабування забезпечує 
однаковий розмір кожного каналу карти ознак. Кон-
катенація та масштабування розглядається як один 
шар масштабування-конкатенації. 

Inception, Xception, VGG, Fire є найбільш попу-
лярними будівельними модулями, які використову-
ються для побудови глибоких згорткових нейронних 
мереж. Ці модулі мають різну мікро-архітектуру, що 
обумовлює різну обчислювальну складність та ефе-
ктивність навчання цих моделей. Ми пропонуємо 
адаптувати нижні шари напереднавченої моделі 
нейронної мережі Squeezenet, яка складається з Fire 
модулів і характеризуються високою обчислюваль-
ною ефективністю. Верхні шари мережі в цьому 
випаду можуть бути побудовані за допомогою прос-
тих модулів архітектури VGG, які дозволяють отри-
мати значну гнучкість при різних підходах навчан-
ня. 

Першим етапом пропонованого алгоритму нав-
чання, є реалізація навчання без вчителя високорів-
невих шарів мережі, для максимального викорис-
тання нерозмічених реалізацій навчальних даних. В 
цьому випадку, для забезпечення завадозахищенно-
сті та інформативності ознакового подання, пропо-
нується розраховувати функції активації кожного 
пікселя карти ознак за допомогою алгоритму 
Orthogonal Matching Pursuit (OMP) [8]. 

Навчання без вчителя високорівневих шарів 
мережі пропонується виконувати з використанням 
зростаючого розріджено кодуючого нейронного га-
зу, що оснований на принципах зростаючого ней-
ронного газу та розрідженого кодування. 

В цьому випадку, навчальні дані для навчання 
високорівневих фільтрів згорткової мережі форму-
ються шляхом розбиття вхідних зображень, або кар-
ти ознак на патчі. Ці патчі перетворюються в одно-
вимірні вектори, що надходять на вхід алгоритму 
зростаючого розріджено кодуючого нейронного га-
зу, основні етапи якого наведено в роботі [7]. 

Об’єднання карт ознак з різних шарів штучної 
нейронної мережі призводить до проблеми проклят-
тя розмірності ознак. Для усунення даної проблеми 
пропонується використовувати аналіз головних 
компонент. Його використання дозволяє знизити 
розмірність не беручи до розгляду низькорівневі 
ознаки, які є нечутливими до цільової доменної об-
ласті застосування. 

Окрім того, пропонується реалізація класифі-
каційного аналізу карти ознак за допомогою так 
званої інформаційно-екстремальної технології з ко-
дуванням ознак на основі бустінгу. Ця технологія 
дозволяє виконати класифікаційний аналіз з низь-
кою обчислювальною складністю та відносно висо-
кою точністю в умовах обмеженого обсягу навчаль-
них даних [7].  

Для класифікаційного аналізу вихідної карти 
ознак формується навчальний набір даних 

j jD {x , y | j 1,n}  , де n  – обсяг вибірки, а  
 – мітка j-го пікселя, яка відповідає одному з класів 

алфавіту розпізнавання o
z{X | z 1, Z} . При цьому 

інформаційно-екстремальний класифікатор оцінює 
належність j-го елементу даних (пікселя на карті 
ознак) за його 1N  ознаками до одного з Z класів. Це 
здійснюється шляхом кодування ознак на основі 
дерев рішень та вирішальних правил, побудованих в 
радіальному базисі бінарного простору Хемінга. 
Навчання інформаційно-екстремального класифіка-
тора відбувається відповідно до наступних кроків.  

1. Ініціалізація вагових коефіцієнтів jw 1/ n . 

2. Для k  = 1 … K  виконуються наступні кро-
ки. 

3. Генерація kD  набору навчальних даних з 
усього набору D  з використанням функції розподі-
лу ймовірності j jP(X x ) w  . 

5. Навчання дерева рішень kT  на наборі kD  із 
застосуванням ентропійного критерію забрудненості 
вузлів. 

6. Виконання бінарного кодування вектора jx  з 

набору даних D  шляхом об’єднання шляхів рішен-
ня в деревах 1T , …, kT . Кожне дерево формує двій-
ковий код, в якому одиниці знаходяться у позиціях, 
що відповідають номерам вузлів, через які прохо-
дить шлях вектора jx  від кореня до термінального 

вузла. Нарешті, формування результуючого коду 
вектора jx  відбувається шляхом об’єднання кодів, 

сформованих кожним із дерев [8]. Результатом ро-
боти цього етапу є бінарна матриця 

z,s,i 2 z{b | i 1, N ; s 1, n ; z 1, Z}   , де 2N  кількість 

індукованих бінарних ознак та zn  кількість реаліза-

цій відповідного класу o
zX . що задовольняє рівність 

z
z

n n .  

7. Побудова інформаційно-екстремальних ви-
рішальних правил в радіальному базисі бінарного 
простору Хемінга та обчислення інформаційного 
критерію  

 

 z z
d

E max E (d)  ,                          (5) 

 

де z,i c,i
i

{d} {0,1,..., b b 1 }
 

    
 
  – набір концент-

ричних радіусів з центром zb ; 
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zb  – опорний вектор розподілу даних в класі 
o
zX , який розраховуються з правилом  

 

сz nn Z

z,s,i с,s,i
z,i z сs 1 с 1 s 1

1 1 11,    if   b b ;
b n Z n

0,   otherwise;
  




 



      (6) 

 

де zE  – критерій ефективності побудови 
вирішальних правил в режимі навчання для класу 

o
zX , який розраховується як нормалізована 

модифікація інформаційної міри Кульбака [7]: 
 

z z
z

2 2

z z
2

z z

1 ( )
E

log (2 ) log

2 ( )
        log ,

( )

  
 

   

     
  

     

                     (7) 

 

де z , z  – частота хибно позитивних та хибно 
негативних спрацювань вирішальних правил класу 

o
zX ;  
ς – будь-яке мале знакододатнє число, яке 

вводиться, для уникнення невизначеності при 
діленні на нуль. 

З метою підвищення ефективності навчання, 
загальноприйнятим є зведення проблеми 
багатокласової класифікації до серії двокласових 
класифікацій за принципом «один проти всіх». Для 
уникнення проблеми незбалансованості класів 
розпізнавання, обумовленої переважанням у 
навчальному наборі даних негативних зразків, 
здійснюється введення синтетичного класу, який є 

альтернативним для o
zX . Синтетичний клас 

представлено zn  векторами з інших класів, які 
найбільш близькі до опорного вектора zb , де zn  – 

обсяг навчального набору даних класу o
zX . 

8. Тестування отриманих інформаційно-
екстремальних вирішальних правил на наборі даних 
D  та розрахунок коефіцієнту помилок для кожної 
реалізації з D . При цьому, в режимі розпізнавання 
прийняття рішення про належність вектора b  до 
одного з класів розпізнавання з алфавіту 

o
z{X | z 1, Z}  здійснюється за максимальним зна-

ченням функції належності z (b)  згідно виразу 

z
z

arg max{ (b)}.  У цьому випадку функція належно-

сті z (b)  бінарного подання b  вхідного вектора 

даних x до класу o
zX , оптимальний контейнер якого 

має опорний вектор *
zb  та радіус *

zd ,  розраховуєть-
ся за формулою: 

 

2N
* *

z i z,i z
i 1

(b) exp b b / d .


 
    
 
 
               (8) 

 

9. Оновлення коефіцієнтів j{w } , пропорційне 

отриманій помилці для вектора jx . 

10. Якщо * *
k k 1| E E |    то вийти з циклу. 

Іншою важливою задачею є знаходження то-
чної границі об’єктів за допомогою подвибірки 
обмежувальних рамок. Пропонується реалізація 
локалізації об’єктів на зображенні на базі регре-
сійної моделі, яка заснована на нейронній мережі 
прямого поширення з одним прихованим шаром. 

Розглядається n випадкових окремих елементів 
даних  

 
N M

j j j j{(x , y ) | x R , y R ,1 j n}    , 
 

де T
j j1 j2 jNx (x , x , ... , x )  вхідний вектор, та 

T
1 2 ny (y , y , ... , y )  набір вихідних цільових векто-

рів, де T
j j1 j2 jMy (y , y , ... , y )  – центри та розміри 

обмежувальних рамок об’єктів. Одношарова мережа 
прямого поширення з одним прихованим шаром з 
додаванням R прихованих вузлів та функцією акти-
вації  (x) представлена нижче 

 
R

T
j r j r j

r 1
(w x b ) o , 1 j n,


                  (9) 

 

де T
r r1 r2 rNw (w , w , ... , w )  – вектор вагових кое-

фіцієнтів, який пов’язує вхідний шар з r-м прихова-
ним вузлом; 

rb  – зміщення r-го прихованого нейрону; 

r r1 r2 rM( , , ..., )      –вектор вагових коефіці-
єнтів, який пов’язує вихідний шар з r-м прихованим 
вузлом; 

jo  – вихід мережі для вхідного вектора jx ; 

 (x) – функція активації. 
Мережа з R прихованими вузлами може відт-

ворювати ці N зразків з нульовою помилкою, коли 
всі параметри можуть вільно коригуватись, тобто 
існують r , rw  та rb . Вище вказані n  рівнянь мо-
жуть мати компактну форму подання у вигляді мат-
ричного рівняння 

 

H Y  ,                               (10) 
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де 
 

T T
1 1 1 R 1 R

T T
1 n 1 R n R n R

(w x b ) ... (w x b )
H ... ... ...

(w x b ) ... (w x b ) 

    
 

  
 
    

,  (11) 

M
1

M
R R M

...



 
 

   
 
 

, 

M
1

M
n n M

y
Y ...

y 

 
 

  
 
 

.         (12) 

 

де H –прихований шар вихідної матриці одношаро-
вої мережі прямого поширення.  

Для вирішення проблем надлишковості прихо-
ваних вузлів та повільної збіжності моделі запропо-
новано використовувати регресійний алгоритм ор-
тогональної інкрементальної машини екстремально-
го навчання. Цей метод уникає надлишковості вуз-
лів та отримує розв’язок рівняння H Y   методом 
найменших квадратів за рахунок використання ме-
тоду ортогоналізації Грамма-Шмідта. Детальні тео-
ретичні докази збіжності ортогональної інкремен-
тальної машини екстремального навчання приведе-
но в роботі  Li Ying [15].  

Метод навчання ортогональної інрементальної 
ELM відбувається відповідно до наступних кроків. 

1. Встановлюється максимальна кількість іте-
рацій maxL  та бажана точність навчання 0E . 

2. Для L  = 1 … maxL   виконуються наступні 
кроки. 

3. Збільшити кількість прихованих вузлів на 
один : r r 1  . 

4. Випадковим чином згенерувати один прихо-
ваний нейрон та розрахувати його вихідний вектор 

rh . 
5. Якщо r = 1 тоді r rv h  інакше   
 

1 r 2 r
r r 1 2

1 1 2 2

r 1 r
r 1

r 1 r 1

v , h v , h
v h v v ...

v , v v , v

v , h
            v .

v , v



 

   



   (12) 

 

6. Якщо r|| v ||  , то виконується обчислення 
вихідної ваги для нового прихованого вузла 

T T
r r r rv E / (v v )   та розраховується нова залишкова 

помилка r rE E v     інакше r r 1  . 
7. Якщо 0|| E || E  відбувається вихід з основ-

ного циклу роботи. 
Для реалізації навчання класифікатора, регре-

сійної моделі та тонкої настройки екстрактора ознак 
сформовано навчальні набори в процесі співстав-

лення реальних обмежувальних рамок об’єктів інте-
ресу з рамками за замовчуванням. Обмежувальні 
рамки за замовчуванням визначаються як карта оз-
нак пікселів спроектована на вхідне зображення. Ми 
розглядаємо стан аерознімків в якому камера орієн-
тована вниз під прямим кутом і розташована на ве-
ликій висоті (висота більша 100 м).  

Встановлена за замовчуванням обмежувальна 
рамка ставиться у відповідність кожній реальній 
рамці об’єкту, якщо перетин з нею за метрикою Жа-
ккарда більший 0,4. Регресійна модель навчається 
тільки на позитивних зразках (співставлені обмежу-
вальні рамки за замовчуванням). 

Комплексний критерій ефективності навчання 
J (3) детектора об’єктів враховує як ефективність 
класифікаційного аналізу JCls, так і ефективність 
прогнозування координат обмежувальної рамки 
об’єкта інтересу LocJ . 

Пропонується розраховувати критерій ефек-
тивності класифікації об’єктів інтересу за форму-
лою 

 
Z

Cls z
z 1

1J E ,
Z 

                               (13) 

 

де Еz – інформаційний критерій ефективності ма-
шинного навчання класифікатора розпізнавати    z-й 
клас. 

Ефективність передбачення границь об’єктів 
інтересу пропонується розраховувати за форму-
лою 

 
n̂

Loc i
i 1

1J IoU ,
n̂ 

                           (14) 

 

де iIoU  – міра перетину (коефіцієнт Жаккарда) реа-
льної рамки об’єкту інтересу з відповідною    i-ю 
прогнозованою рамкою об’єкту; 

n̂  – кількість співставлених передбачених обме-
жувальних рамок. 

Останнім етапом алгоритму навчання є вико-
нання тонкого налаштування високорівневих фільт-
рів екстрактора ознак, отриманих після навчання без 
вчителя, для врахування суттєвої незбалансованості 
між об’єктами інтересу та патчами фонових ділянок 
зображень. Пропонується використання алгоритму 
симуляції відпалу, який є метаеврестичним опти-
мізаційним алгоритмом. Ефективність алгоритму 
симуляції відпалу залежить від реалізації процеду-
ри пошуку сусідів create_neighbor_solution для фо-
рмування нового рішення Si на i-ій ітерації алгори-
тму. На рис. 2 показано псевдо код алгоритму си-
муляції відпалу, на кожній ітерації якого викону-
ється обчислення функції критерію f(), яка обчис-
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люється шляхом пропускання розміченого навча-
льного набору даних через модель детектора та 
розрахунку комплексного критерію (3) [16, 20]. 
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Рис. 2. Псевдокод алгоритму симуляції відпалу 
 

Аналіз псевдокоду на рис. 2 показує, що пото-
чне рішення Scurrent,, відносно якого відбувається 
пошук нових кращих рішень Sbest, оновлюється у 
випадку знаходження нового рішення, що збільшує 
критерій (3) або випадковим чином з розподілу  
Гіббса. При цьому початкове рішення утворюється 
за допомогою процедури create_initial_solution. Для 
формування нового рішення пропонується викорис-
товувати найпростіший неадаптивний алгоритм, 
який можна представити у вигляді формули [20] 

 

current currents s
   +uniform_random( 1,1) step_size,

 

 
      (15) 

 

де uniform_random – функція генерації випадкових 
чисел з рівномірного розподілу з заданого діапазо-
ну; step_size – це розмір діапазону пошуку нових 
рішень, сусідніх з Scurrent. 

Алгоритм придушення немаксимумів викорис-
товується для фільтрації непотрібних спрацювань 
детектора об’єктів на один і той самий об’єкт на 
зображенні [13, 14].  

Таким чином ми пропонуємо модель детектора 
об’єктів на зображені та алгоритм його навчання, 
який побудовано на базі різних технік з метою мак-
симізації контекстної інформації отриманої з обме-
женого обсягу розмічених навчальних даних та в 
умовах обмежених обчислювальних ресурсів. 

 
Результати фізичного моделювання 
 
Для навчання детектора об’єктів було викорис-

тано 200 зображень з розміченого набору даних  
Inria Aerial Image Labeling Dataset [21]. Кожне зо-

браження має роздільну здатність 5000×5000. При 
цьому 500 нерозмічених зображень з роздільною 
здатністю 224x224 було згенеровано з використан-
ням техніки випадкового вирізання з поворотом для 
навчання без вчителя. Також 200 розмічених зобра-
жень з роздільною здатністю 224x224 було згенеро-
вано для навчання з вчителем. Розмічений набір на-
вчальних даних було аугментовано до 1000 зразків 
за допомогою додавання до зображень шуму, пово-
роту та вирізання, зміни їхнього контрасту. 

В наборі навчальних даних Inria Aerial Image 
Labeling Dataset представлено велику кількість тра-
нспортних засобів у міській місцевості. Транспортні 
засоби були обрані як об’єкти інтересу, при цьому 
міська зона розглядається як доменна область засто-
сування. В цьому випадку алфавіт класів розпізна-
вання дорівнює Z=3, де перший клас розпізнавання 
відповідає автомобілям, другий клас розпізнавання 
відповідає вантажівкам і третій – фоновим зобра-
женням. Розмір об’єкту інтересу на випадковому 
зображенні знаходиться в діапазоні [7×7,….10×10] 
пікселів.   

Відповідно до техніки переносу знань перші 7 
fire модулів попередньо навченої згорткової ней-
ронної мережі Squeezenet були запозичені. В резуль-
таті кожне зображення було перекодовано в карту 
ознак з розміром 13×13×384. 

Наступні шари навчаються без вчителя на не-
розміченому наборі навчальних даних з цільової 
доменної області. При цьому ядра фільтрів рівні 
3х3, крок сканування – 1. 

Вихідна карта ознак сформована шляхом 
об’єднання карт ознак, сформованих модулями  
Fire6 та Fire7, а також карти ознак, сформованої 
останнім згортковим шаром. 

Спочатку пропонується виконувати навчання 
детектора з попередньо навченим останнім шаром 
без вчителя з використанням зростаючого розрідже-
но кодуючого нейронного газу без тонкої настрой-
ки. При цьому, гіперпараметр алгоритму навчання 
без вчителя рівний ν=0,8. В алгоритмі навчання ін-
формаційно-екстремального класифікатора пікселів 
карти ознак число вузлів в деревах рішень обмежено 
до 16. При цьому глибина кожного дерева встанов-
люється на рівні 6.   

З метою покращення результатів машинного 
навчання детектора, інформативність ознакового 
опису підвищена шляхом використанню тонкої на-
стройки високорівневих згорткових шарів. В цьому 
випадку поточні параметри алгоритму симуляції 
відпалу були встановлені таким чином: c=0,98, 
T0=10, epochs_max=6000, step_size=0,001. На кож-
ному етапі тонкої настройки виконується перена-
вчання регресора та класифікатора. Для максиміза-
ції узагальнюючої здатності моделі та мінімізації 
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обчислювальної складності, було здійснено послідо-
вну оптимізацію гіперпараметра ν, що відповідає за 
щільність розподілу нейронів, з кроком оптиміза-
ції 0,1. 

Попереднє навчання без вчителя верхніх згорт-
кових шарів на нерозмічених даних з цільової до-
менної області спрямоване на підвищення ефектив-
ності машинного навчання на етапі навчання з учи-
телем. 

Варто розглянути вплив параметрів алгоритму 
зростаючого розріджено кодуючого нейронного га-
зу, використаного на етапі навчання без вчителя, на 
результати навчання з учителем. У таблиці 1 наве-
дено результати машинного навчання та кількість Nc 
згенерованих згорткових фільтрів (нейронів) як фу-
нкцій від параметра ν, що характеризує щільність 
покриття всього набору навчальних даних згортко-
вими фільтрами. 

Аналіз табл. 1 показує, що зі зростанням зна-
чення гіперпараметра ν (2) зростає кількість нейро-
нів та значення часткових і загального критеріїв оп-
тимізації. 

При значенні ν ≤ 0,8 точність моделі за тестовим 
набором даних зростає зі збільшенням параметра ν, 
проте подальше збільшення цього параметра приз-
водить до погіршення результатів через перенавчан-
ня моделі. В той же час вибір головних компонент 
для кожного значення ν був виконаний у відповід-
ності з критерієм Кайзера: вибір лише основних 
компонентів з власними значеннями, що перевищу-
ють 1.   

 
Таблица 1 

Результати навчання без вчителя детектора об’єктів  
з використанням різних значень параметра ν 

ν Nc JCls JLoc J 

Відсоток 
розпізнаних 

об’єктів  
на тестовій 
вибірці, % 

0,4 196 0,0912 0,450 0,04104 0,67 
0,5 337 0,1502 0,511 0,07675 0,73 
0,6 589 0,2508 0,621 0,15574 0,87 
0,7 889 0,4203 0,700 0,29421 0,93 
0,8 1519 1,0000 0,921 0,92100 0,96 
0,9 3058 1,0000 0,923 0,92300 0,95 

 
Рисунок 3 показує залежність інформаційного 

критерію ефективності навчання (5) від радіусу кон-
тейнеру для кожного з класів. За даними графіками 
може бути оцінена точність та завадостійкість побу-
дованих вирішальних правил. 

Аналіз рис. 3 показує, що отримані вирішальні 
правила є безпомилковими за навчальним набором 
даних. Оптимальні радіуси контейнерів класів роз-

пізнавання мають такі значення *
1d 30 , *

2d 50  
відповідно. Відстань між центрами контейнерів кла-

сів розпізнавання дорівнює *
12d 95 . 

 

 
а 

 
б 

Рис. 3. Графіки залежності інформаційного  
критерію ефективності навчання (5) від радіусу  

контейнеру для кожного з класів:  
а – клас o

1X ; б – клас o
2X  

 
Таким чином, було отримано високодостовірні 

вирішальні правила в умовах обмеженого обсягу 
навчальних даних, які забезпечують отримання 
компактного розподілу в просторі ознак та значного 
міжкласового зазору. 

 
Виcновки 

 
Наукова новизна одержаних результатів в даній 

роботі полягає у розробці нових моделі та алгорит-
му навчання бортової системи детектування малоро-
змірних об’єктів для малогабаритних безпілотних 
літальних апаратів, що здатна функціонувати в умо-
вах обмежених обчислювальних ресурсів та навча-
льних даних. Розроблена модель складається з 7 
перших модулів обчислювально ефективної згорт-
кової мережі Squeezenet, одного згортковго розрі-
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джено кодуючого шару, шару об’єднання з масшта-
буванням, перетворювача головних компонентів, 
інформаційно-екстремального класифікатора та ре-
гресійної моделі екстремального навчання. Такий 
підхід забезпечує використання більшої кількості 
контекстної інформації для ефективного розпізна-
вання малорозмірних об’єктів на аерофотознімках. 

Розроблений алгоритм навчання складається з 
таких етапів: навчання без вчителя додаткових ви-
сокорівневих згорткових розріджено кодуючих ша-
рів, перетворення методом головних компонент ви-
хідної карти ознак, інформаційно-екстремальне нав-
чання класифікатора, інкрементальне навчання ре-
гресійної моделі та тонке налаштування верхніх ша-
рів моделі за допомогою метаеврестичного алгорит-
му симуляції відпалу. Було показано, що застосу-
вання навчання без вчителя дозволяє зменшити 
ефект перенавчання та більш ніж у 10 разів приско-
рити знаходження глобального оптимуму під час 
тонкої настройки моделі на навчальних даних об-
меженого обсягу. 

Практична цінність одержаних результатів по-
лягає у зменшені вимог щодо обсягу розмічених 
навчальних даних та обчислювальних ресурсів. Роз-
роблена модель забезпечує прийнятну для практич-
ного застосування точність детектування об’єктів, 
розмір яких в 7-14 разів менший за розмір наймен-
шої сторони аерофотознімку. При навчанні пропо-
нованої моделі детектування об’єктів було викорис-
тано 500 нерозмічених та 200 розмічених зразків 
навчальних даних з набору навчальних даних Inria 
Aerial Image Labeling dataset. При цьому точність 
розпізнавання об’єктів на тестових зображеннях 
складає 96%. 

 
Публікація містить результати досліджень, 

проведених за грантом Президента України за кон-
курсним номером № Ф75/144–2018 Державного фо-
нду фундаментальних досліджень. 
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МЕТОД И АЛГОРИТМ ОБУЧЕНИЯ СИСТЕМЫ ДЕТЕКТИРОВАНИЯ  
МАЛОРАЗМЕРНЫХ ОБЪЕКТОВ ДЛЯ МАЛОГАБАРИТНЫХ  

БЕСПИЛОТНЫХ ЛЕТАТЕЛЬНЫХ АППАРАТОВ 
В. В. Москаленко, А. С. Москаленко, А. Г. Коробов, М. О. Зарецкий, В. А. Семашко 

В работе разработаны эффективные модель и алгоритм обучения бортовой системы малогабаритного 
беспилотного летательного аппарата для детектирования малоразмерных объектов, функционирующий в 
условиях ограниченного объема вычислительных ресурсов и обучающих данных. Предлагается 4-х этапная 
реализация алгоритма обучения. Первый этап заключается в выборе типа глубокой свёрточной сети, заранее 
обученной на наборе данных ImageNet, и количества ее низкоуровневых слоев, которые заимствуются для 
экстракции информативных признаков. Второй этап включает обучение без учителя высокоуровневых раз-
реженно кодирующих свёрточных слоёв с использованием модифицированного алгоритма растущего 
нейронного газа, обеспечивающего оптимальное распределение нейронов по учебных данных и автоматиче-
ское определение необходимого количества нейронов. Применение модифицированного алгоритма расту-
щего нейронного газа позволяет эффективно использовать неразмеченные обучающие данные и адаптиро-
вать верхние слои экстрактора признаков к доменной области применения. На третьем этапе исходная карта 
признаков формируется путем объединения карт признаков из разных слоев глубокой свёрточной нейрон-
ной сети. При этом осуществляется уменьшение глубины исходной карты признаков на основе анализа 
главных компонент с последующим построением решающих правил. Этот подход позволяет использовать 
всю имеющуюся контекстную информацию, обеспечивающую эффективное распознавания малоразмерных 
объектов на аэрофотоснимках. Для выполнения классификационного анализа результирующей карты при-
знаков предложено использовать информационно-экстремальный классификатор, обучающийся по принци-
пу бустинга. Кроме того, для прогнозирования координат малоразмерных объектов в кадре изображения 
предлагается использование регрессионного алгоритма ортогональной инкрементальной машины экстре-
мального обучения. Последний этап обучения детектора предусматривает тонкую настройку высокоуровне-
вых слоев глубокой нейронной сети с использованием метаэвристического алгоритма симуляции отжига с 
целью приближения глобального оптимума комплексного критерии эффективности обучения детектора. В 
результате применения предложенного подхода удалось достичь 96% точности обнаружения объектов инте-
реса на тестовых изображениях открытого набора данных, что свидетельствует о пригодности модели и ме-
тода обучения для практического использования. При этом размер обучающей выборки, которая использо-
валась для построения модели составляет 500 неразмеченных и 200 размеченных образцов. 

Ключевые слова: растущий нейронный газ; свёрточная нейронная сеть; детектирование объектов; ин-
формационный критерий; алгоритм симуляции отжига; экстремальное обучение. 

 
 

A MODEL AND LEARNING ALGORITHM OF SMALL-SIZED OBJECT 
 DETECTION SYSTEM FOR COMPACT DRONES 

V. V. Moskalenko, A. S. Moskalenko, A. G. Korobov, M. O. Zaretsky, V. A. Semashko 
The efficient model and learning algorithm of the small object detection system for compact aerial vehicle un-

der conditions of restricted computing resources and the limited volume of the labeled learning set are developed. 
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The four-stage learning algorithm of the object detector is proposed. At the first stage, selecting the type of deep 
convolutional neural network and the number of low-level layers that is pretrained on the ImageNet dataset for reus-
ing takes place. The second stage involves unsupervised learning of high-level convolutional sparse coding layers 
using the modification of growing neural gas to automatically determine the required number of neurons and pro-
vide optimal distributions of the neurons over the data. Its application makes it possible to utilize the unlabeled 
learning datasets for the adaptation of the high-level feature description to the domain application area. At the third 
stage, the output feature map is formed by concatenation of feature maps from the different level of the deep convo-
lutional neural network. At that, there is a reduction of output feature map using principal component analysis and 
followed by the building of decision rules. In order to perform the classification analysis of output, feature map is 
proposed to use information-extreme classifier learning on principles of boosting. Besides that, the orthogonal in-
cremental extreme learning machine is used to build the regression model for the predict bounding box of the de-
tected small object. The last stage involves fine-tuning of high-level layers of deep network using simulated anneal-
ing metaheuristic algorithm in order to approximate the global optimum of the complex criterion of learning effi-
ciency of detection model. As a result of the use of proposed approach has been achieved 96% correctly detection of 
objects on the images of the open test dataset which indicates the suitability of the model and learning algorithm for 
practical use. In this case, the size of the learning dataset that has been used to construct the model was 500 unla-
beled and 200 labeled learning samples. 

Keywords: growing neural gas; convolutional neural network; objects detector; information criterion; simulat-
ed annealing algorithm; extreme learning.  
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